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There is a link as a link between nodes belonging to the different network other than a link between nodes in the
network, in the network data structure. Such as a link, there is the ties of between accounts belonging to different
social network. Link prediction of a link as between networks is important task. The link prediciton method of the
link between the netwroks is proposed to use pair-wise similarity. Existing pair-wise similarity has been pointed
out scalability and prediction accuracy. In this paper, we present a new pair-wise similarity using the link between
the networks, scalable and good prediction accuracy.

1. はじめに

ネットワーク構造を持ったデータには, 個々のネットワーク
内のノード同士の関係だけでなく, ネットワークをまたいだ
ノード同士の関係が存在する. 異なるソーシャルネットワーク
のアカウント同士の結びつきなどがそれにあたる. これは実世
界のある人間が作成した異なるソーシャルネットワークのアカ
ウント同士が, その人間を通して結びつく関係である. このよ
うな関係を用いると, 異なるソーシャルネットワークを介した
友達推薦などが可能となる. 他にも, 人物ネットワークと商品
のネットワークは, ある人物が商品を購入することにより結び
つきが発生する. 友達の購入した商品を推薦したりなど, 様々
な推薦を行えることから, 異なるネットワークのノード同士の
関係の予測は, 実世界において重要な課題であると考えられる.

本稿では, このようなネットワークをまたいだノード間のエッ
ジの有無の予測を取り扱う.

ノード間のエッジの有無の予測を行う手法の 1つとして,ノー
ドペア同士の類似度 (ペアワイズ類似度)を用いた学習法が提
案されている [1][2]. ペアワイズ類似度を用いた学習法として,

ペアワイズカーネル法や, リンク伝播法が提案されている. 共
通して適切なペアワイズ類似度を定義することによりネット
ワークデータに限らず, 2 項関係を持つデータに適用すること
ができる. その反面, ノードペア同士の類似度を定義するため,

ノード同士の類似度と比べ, 記憶容量が必要となり, スケーラ
ビリティの課題が生じる.

本稿では, ネットワークをまたいだノード間のエッジの有無
の予測をペアワイズ類似度を用いて取り扱う. ペアワイズ類似
度を求める方法は, これまでに 2手法が知られている. 1つは
すべてのノードペアに対し類似度を定義し, もう 1つは限られ
たノードペアに対し類似度を定義する方法である. 前者は密な
類似度であることから, 空間計算量が大きく, 後者は, 含まれ
る情報量が少なく疎な類似度であり, 予測精度の点で不安が残
る. この点から, 記憶容量についてスケーラブルかつ予測精度
が良い類似度を作ることが課題となる. そこで本稿では, 既存
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のペアワイズ類似度では用いられていない重要な情報である
ネットワーク間エッジを新たに考慮し, ペアワイズ類似度の課
題を克服する, スケーラブルかつ予測精度が良いペアワイズ類
似度を提案する.

2. ネットワーク間リンク予測

ネットワークをまたいだノード間のエッジの有無を, ネット
ワーク間リンク予測と呼ぶことにする. まず一般的なネット
ワーク間リンク予測問題を定義し, その後応用事例として, 脱
匿名化問題について示す.

2.1 問題定義
ネットワーク間リンク予測問題を定式化する. 2ネットワー

ク G1 = (V1, E1), G2 = (V2, E2) を考える. ネットワーク G1

において, ノードを v
(i)
1 ∈ V1, v

(i)
1 と v

(j)
1 の間のエッジを e

(ij)
1

と表記する (ネットワークG2 についても同様に表記する). G1,

G2 のノードペア v
(i)
1 , v

(j)
2 間のエッジを e

(ij)
12 ∈ E12 とする (

E12 ⊆ V1 × V2 である). さらに, ノード集合 V1, V2 の大きさ
はそれぞれ |V1| = N , |V2| = M とする. ネットワーク間の
ノード ペアの関係, すなわちノード集合 V1 とノード集合 V2

の関係を N ×M の行列 F で表す. 行列 F の要素を以下で与
える.

Fij ≡


1 e

(ij)
12 ∈ E12

0 e
(ij)
12 /∈ E12

0.5 e
(ij)
12 の存在が未知

また既知の G1, G2 間のエッジの集合を O12 = {e(ij)12 |Fij 6=
0.5} とする. ネットワーク間リンク予測問題とは, 既知であ
るそれぞれのネットワークのエッジ集合 E1, E2 およびネット
ワーク間のエッジ集合 O12 を用い, 存在が未知なネットワー
ク間のエッジ e

(ij)
12 /∈ O12 を予測する問題である.

2.2 脱匿名化
脱匿名化問題は, 近年急成長を遂げたソーシャルネットワー

キングサービス (以下 SNS)におけるプライバシーの問題であ
る. SNS は大きく 2 種類に分類することができる. 1 つは実
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名登録アカウントの多いもの, もう 1 つは匿名登録アカウン
トの多いものである. 前者としては facebook, 後者としては
twitterなどが有名である. インターネット利用者の多くがこ
れらの SNSを利用しており, 実名アカウントと匿名のアカウ
ント, 両方のアカウントを持つユーザも多い. この SNSにおい
て, 利用者のプライバシー情報の漏洩が問題となりつつある.

利用者のプライバシーは基本的には自身が設定するプライ
バシーポリシーで制御可能であるが, SNS が表示する他人と
のリンク構造や発言などの解析により, 本来非開示のユーザ
の個人情報が漏えいする可能性がある. 複数 SNS間の脱匿名
(De-anonymization) とは, 異なる SNS 上の匿名のアカウン
トと, 実名のアカウントを実世界の人物を介して結びつけるこ
とを示す [3].

匿名アカウントの SNS を G1 = (V1, E1), 実名アカウント
の SNSをG2 = (V2, E2) とする. V1, V2 は各 SNSのアカウン
トの集合を表し, E1, E2 は各 SNSでのアカウントの関係 (例

えば友達関係)を表すものとする. G1 のアカウント v
(i)
1 ∈ V1,

G2 のアカウント v
(j)
2 ∈ V2 が同一人物のアカウントの場合,

v
(i)
1 と v

(j)
2 が結びつくとし, エッジ e

(ij)
12 が存在すると定義す

る. 脱匿名化問題は, 未だエッジの存在が不明な異なる SNSの
アカウント同士のペアの間のエッジを予測する問題と捉えるこ
とができ, ネットワーク間リンク予測の枠組みであるといえる.

3. edge conditional ペアワイズ類似度の提
案

ペアワイズ類似度を用いたネットワーク間リンク予測におい
て, ペアワイズ類似度の設計は予測精度に大きく影響する. 本
稿では, ネットワーク間に張られるエッジを考慮したペアワイ
ズ類似度を提案する. またそれらが既存のペアワイズ類似度と
どのように異なるかを比較する.

3.1 既存のペアワイズ類似度
既存のペアワイズ類似度として, クロネッカー積類似度 [1],

クロネッカー和類似度 [2] が提案されている. ネットワークG1

のノード集合 V1 のノード同士の類似度を類似度行列W1, ネッ
トワーク G2 のノード集合 V2 のノード同士の類似度を類似度
行列W2 と表し, ペアワイズ類似度の定式化を行う.

3.1.1 クロネッカー積類似度
クロネッカー積類似度 [1]は, 任意の 2つのノードペアに対

し, それぞれの対応する要素がすべて類似している場合, ノー
ドペア同士が類似していると定義する.

Wi,j,l,m ≡ W1i,lW2j,m

ここで, W1i,l は, 類似度行列W1 の v
(i)
1 , v

(l)
1 の要素を表す

(W2j,m も同様). ノードペア v
(i)
1 , v

(l)
1 が似ておりかつノー

ドペア v
(j)
2 , v

(m)
2 が似ているとき, ノードペア v

(i)
1 , v

(j)
2 と

v
(l)
1 , v

(m)
2 が似ているとするものである. これは以下のクロネッ

カー積で書き表される.

W ≡ W2 ⊗W1 (1)

3.1.2 クロネッカー和類似度
クロネッカー積は, すべてのノードペアの組み合わせに対し

類似度を定義することから密な類似度行列を生成し, 多くの記
憶容量を必要とする. そこで Kashimaら [2]は, 2つのノード
ペアの片方が同一で, もう片方が類似している場合, ノードペ

ア同士が類似していることを想定した類似度を提案した.

Wi,j,l,m = W1i,lδ(j = m) + δ(i = l)W2j,m

ここで δ は δ 内の式が成立していれば 1, していなければ 0を
返す関数である. 片方のノードが同一で v

(j)
2 , v

(m)
2 が似ている

とそのノードペア同士は似ているとする. これは以下のように
2つの類似度行列のクロネッカー和で表される.

W ≡ W2 ⊕W1

= W2 ⊗ I1 + I2 ⊗W1 (2)

ここで, I1, I2 はそれぞれ, N ×N , M ×M の単位行列である.

3.2 提案ペアワイズ類似度
クロネッカー積は, すべてのノードペア同士に対し類似度を

定義するため, 密なペアワイズ類似度行列を与え, 計算負荷が
高い. クロネッカー和類似度は, ペアワイズ類似度行列は疎で
あるため記憶容量の消費は少ないが, 多くのノードペア同士は
類似度が与えられず, 予測にとって情報が不足するケースがあ
る. またどちらのペアワイズ類似度も, 重要な情報であるネッ
トワーク間のエッジを考慮していない.

そこで, 重要な要素である既知のネットワーク間のエッジを
用いることにより, 与えられた情報をある程度保持しつつ, ス
パース性を持つ新たなペアワイズ類似度, edge conditional ペ
アワイズ類似度を提案する.

この edge conditonal ペアワイズ類似度は, クロネッカー和
類似度に加え, ネットワーク間のエッジがある場合, それぞれ
のネットワークのペア同士が類似しているなら, ノードペア同
士が似ていると定義する.

Wij,lm ≡ W1i,lδ(j = m) + δ(i = l)W2j,m

+ W1i,lτ(v
(i)
1 , v

(j)
2 ) +W2j,mτ(v

(i)
1 , v

(j)
2 )

+ τ(v
(l)
1 , v

(m)
2 )W2j,m + τ(v

(l)
1 , v

(m)
2 )W1i,l

ここで τ(v
(i)
1 , v

(j)
2 ) は, v

(i)
1 と v

(j)
2 間にエッジが存在する場合

1 を, 存在しない場合 0 を返す関数である. 既に v
(i)
1 , v

(j)
2 に

エッジがあるとき, v
(i)
1 , v

(l)
1 が似ているもしくは, v

(j)
2 , v

(m)
2 が

似ていれば, ノードペアが似ているとするものである.

これは先ほど述べたとおり, クロネッカー和に, 既に結びつ
いているエッジも考慮したものとなっている. これを行列の形
で表すと,

W ≡ W2 ⊗ I1 + I2 ⊗W1

+
1

|E12|
∑

e
(ij)
12 ∈E12

{(W2 ∗T(j)
2 )⊗T

(i)
1

+ T
(j)
2 ⊗ (T

(i)
1 ∗W1)} (3)

となる. ただし, T
(i)
1 , T

(j)
2 はそれぞれ N ×N , M ×M の正

方行列であり, 以下を満たす行列の要素を持つものである.

T
(i)
1 l,m ≡


1√
|E12|

l = mを除く, l = iかm = iの場合

0 otherwise

T
(j)
2 l,m ≡


1√
|E12|

l = mを除く, l = j かm = j の場合

0 otherwise
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3.3 各ペアワイズ類似度の空間計算量について
クロネッカー積類似度は,すべてのノードペア同士に対し類似

度を与えるため, 空間計算量が O(N2M2) 必要である. それに
対しクロネッカー和類似度は,片方のノードペアが同一の場合の
ときのみ類似度を定義するため,空間計算量がO(MN2+NM2)

である. 提案した edge conditional ペアワイズ類似度は, 既
知のネットワーク間エッジの数を L とすると空間計算量は
O(NM2 +MN2 + LNM) となる. また L � N,M におい
て, 空間計算量は O(NM2 + MN2) となり, クロネッカー和
類似度と同等になる. L の数に依存してスパース性が変化する
ことから, 空間計算量を考慮して類似度を用いることができる
利点がある.

4. 提案ペアワイズ類似度のリンク伝播法への
適用

ペアワイズ類似度を用いた学習法の１つとして, 半教師付き
学習法のリンク伝播法 [2]がある. 「2組のノードペアが互い
に似ているならば, それらノードペアのエッジの存在の有無も
似ている」 という仮説を正則化項としてモデル化したもので,

リンク伝播法の目的関数は,

J(F̂) =
µ

2
vec(F̂)TLvec(F̂) +

1

2
‖vec(F̂ ∗ G)− vec(F)‖22

となる. F̂ij はエッジの存在の有無の確からしさを表す. L は
グラフラプラシアン L ≡ D−W である (D は対角行列で, 対
角要素がDii =

∑
j Wij を満たす要素を持つ行列). また vec

は行列の列ベクトルを積み上げて構成するベクトルを表す. ∗
は hadamard積 (行列の要素ごとの掛け算)を表す. G は, 要

素 Gij が, e
(ij)
12 ∈ O12 なら 1, それ以外なら 0の, N ×M の行

列である. この目的関数を vec(F) で微分し最小化を行い, 極
値を求めると

(µL+ diag(vec(G)))vec(F̂) = vec(F) (4)

となり, この式を解くことにより解が求まる.

Lvec(F̂) は巨大な行列とベクトルとの積になるため, 計算コ
ストがかかる. そこで edge conditional ペアワイズ類似度な
どのクロネッカー積演算を含むペアワイズ類似度を, リンク伝
播法へ適用する際, vecトリックを用いることにより計算コス
トを削減する. vec トリック [4] とは, クロネッカー積とベク
トルとの積を, 単なる行列の積に置き換えるものである. これ
により大きな記憶容量を必要とするクロネッカー積を含む計算
を, 小さな行列の積に置き換える. edge conditional ペアワイ
ズ類似度の Lvec(F̂) は以下のように表される.

LPROP(F̂) ≡ Lvec(F̂)

=
(
vec(I1F̂D2) + vec(D1F̂I2)

+
1

|E12|
∑

e
(ij)
12 ∈E12

{vec(T(i)
1 F̂(D2 ∗T(j)

2 ))

+ vec((D1 ∗T(i)
1 )F̂T

(j)
2 )}

)
−

(
vec(I1F̂W2) + vec(W1F̂I2)

+
1

|E12|
∑

e
(ij)
12 ∈E12

{vec(T(i)
1 F̂(W2 ∗T(j)

2 ))

+ vec((W1 ∗T(i)
1 )F̂T

(j)
2 )}

)

edge conditionalペアワイズ類似度をリンク伝播法に適用した
予測アルゴリズムを Algorithm 1 に示す.

Algorithm 1 edge conditionalペアワイズ類似度を用いたリ
ンク伝播法アルゴリズム
Input: F, G, W1, W2, σ, e

Output: F̂

1: F(0) = F, vec(R(0)) = −µLPROP(F(0)), P(0) = R(0)

2: for t = 0,1,2,... do

3: Q(t) = µLPROPOSAL(P(t)) + G ∗P(t)

4: α(t) = vec(R(t))・vec(P(t))
vec(P(t))・vec(Q(t))

5: F(t+ 1) = F(t) + α(t)P(t)

6: R(t+ 1) = R(t)− α(t)Q(t)

7: β(t) =
‖R(t+1)‖22
‖R(t)‖22

8: if ‖R(t+1)‖2
‖R(0)‖22

< e then

9: return F(t+ 1)

10: end if

11: P(t+ 1) = R(t+ 1) + β(t)P(t)

12: end for

5. 実験

既存のペアワイズ類似度と提案ペアワイズ類似度の予測精度
を比較するため,ネットワーク間リンク予測の実験を行う. 既存
のペアワイズ類似度のリンク伝播法のアルゴリズムは [2] を用
い, 提案ペアワイズ類似度は, Algorithm 1 を用いた. 実験デー
タは, 人工的に作成したデータおよび, facebookと twitterか
ら収集したデータを用いる. 前者は, 単一ネットワークデータ
を 2ネットワークに分け, ネットワーク間のエッジを付与する
ものである. ネットワークデータとして, ロビラ・イビルヒリ大
学内の学生の e-mailのやり取りを表したノード数 1,133, エッ
ジ数 10,903 を持つネットワークデータを用いた (以下, URV

データセットと呼ぶ)[5]. 後者は, クローリングにより収集し
たデータであるで. facebookがノード数 802, エッジ数 10466,

twitterがノード数 3132, エッジ数 322394 の規模のデータで
あり, そのうち 82ノードが facebookと twitterの結びつきを
持つ. このデータを fbtwデータセットと呼ぶ.

類似度行列 W1, W2 は, それぞれのネットワークの拡散
カーネル [6] を用いる. また各実験共に 25 回平均の Top-k

Precision 及び それにもとづく AUCを算出し, 予測精度とし
て用いる. Top-k Precisionは, 予測値を降順に並べた際, テス
トデータが上位 k 番目までに含まれている割合を表す.

人工的なデータを用いた実験
　 URV データセットをノードの重なり割合 0.5, エッジ
の重なり割合 0.5 として 2つのネットワークに分割した
データに対し, 予測精度の評価実験を行う. データは, 以
下の手順に従って作成した.

1. G = (V,E) を用意する.

2. ノード集合 V からそれぞれ部分集合 VA, VB , VC

をランダムに作成する. ここで VA, VB , VC はそれ
ぞれサイズが 0.25|V |, 0.5|V |, 0.25|V | となるよう,

V からランダム非復元抽出する.

3. VA, VB , VC から集合 V1 = VA∪VB , V2 = VB∪VC

を得る. これらを 2ネットワークのノードとする.
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図 1: 人工 URVデータセットに対する, リンク伝播法の予測
精度. Precisionが 1になるまで Top k を変化させた結果.
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図 2: fbtw データセットに対する, リンク伝播法の予測精度.

Precisionが 1になるまで Top k を変化させた結果.

4. グラフ G のノード集合 V1 による誘導部分グラフ
G1 = (V1, E1),を得る (G2 も同様).

5. グラフG1, G2 のノード集合 VB による誘導部分グ
ラフのエッジ集合 E1 ∩E2 から, 0.5|E1 ∩E2| 本の
エッジをランダム非復元抽出し削除する.

6. 作成したグラフ G1, G2 のノードのうち, 孤立ノー
ドを削除する.

こうして作成したデータを人工URVデータセットと呼ぶ
ことにする. 人工 URVデータセットのノード集合 VB ⊆
V1, VB ⊆ V2 同士にエッジを張り, そのうち 50 本のエッ
ジを訓練データ, 残りをテストデータとし予測精度を測る
実験を行った. 結果を図 1 及び表 1に示す.

クロネッカー積類似度, 提案ペアワイズ類似度, クロネッ
カー和類似度の順に, AUCの値が高いことがわかる. ク
ロネッカー和類似度より精度が高い理由として, ネット
ワーク間エッジの周辺の類似度も定義したことにより, 予
測に優位な情報が増えたためと考えられる.

fbtwデータセットを用いた実験
　 fbtwデータセットを用いて実験を行う. 今回の実験で
は訓練データ数を 40とし, 既存のペアワイズ類似度およ
び提案ペアワイズ類似度を用いたリンク伝播法の予測精
度を求めた. 予測精度の結果を図 2 及び表 1に示す.

AUCは, クロネッカー和類似度, クロネッカー積, 提案ペ
アワイズ類似度の順に高いことがわかる. しかし, k がお

表 1: 各ペアワイズ類似度の空間計算量及び, 人工 URV及び
fbtwデータセットの AUC

pairwise space AUC

similarity complexity URV fbtw

kronecker prod O(N2M2) 0.91853 0.78644

kronecker sum O(N2M +M2N) 0.87294 0.80481

proposal O(N2M +M2N 0.89626 0.76128

+LNM)

よそ 200より小さい場合は, クロネッカー積類似度, 提案
ペアワイズ類似度の予測精度が高く, k がおよそ 250 以
上では, クロネッカー和類似度が良い結果となり, k が小
さい場合においてはクロネッカー積や提案ペアワイズ類
似度が有利と言える. 提案ペアワイズ類似度が k がおよ
そ 200以上の際に, 予測精度の向上が伸び悩んでいる. こ
の結果については現在検討中である.

6. まとめ

本稿では, ネットワーク間エッジを用いたペアワイズ類似度
を提案した. 人工的に作ったデータに対し, このペアワイズ類
似度は, スパース性を持ちつつ予測精度も比較的高いというこ
とがわかった. 今後の課題として, fbtwデータセットでの結果
の検討, 3ネットワーク以上のネットワーク間リンクの予測へ
のペアワイズ類似度の適用, 予測精度の向上に有効なペアワイ
ズ類似度の設計などがある.
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