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Collaborative filtering suffers from a so-called start-up problem, which is the degradation of prediction accuracy
due to the small sample size of preference data. To alleviate this problem, preference data in other sites are exploited
by introducing a transfer learning technique. In this article, we consider issues regarding privacy, adaptability to
each site, and communication efficiency, which arise when exploiting these data,

1. はじめに
本論文では，文献 [神嶌 07]にて提案した，複数の参加サイ

トからデータを集めて推薦をするサイト適応型集団協調フィル
タリングについて論じる．この文献で示していた大域潜在変数
を用いたモデルについての予備実験の結果を示す．
推薦システムは利用者が好むであろうアイテムを予測し，そ

れを利用者に提示することで，情報過多の問題に対処するため
のシステムである [神嶌 08]．協調フィルタリングは，この推
薦システムを実現するための枠組みの一つである．これは，「口
コミ」の過程を自動化したもので，過去の嗜好パターンが類似
している利用者群を見つけ出し，彼らが好むものを推薦する．
しかし，運用上の問題はいくつも存在する．その中で，推

薦システムの利用者数の少なさに起因する start-up問題（cold-
start問題などともいう）[Schein 02]に注目する．大規模なネッ
トショッピングモールでは，十分な数の利用者がシステムを利
用している．だが，中小規模のサイトでは，利用する顧客数も
少ないので，必然的にシステムの利用者数も少なくなる．この
ような状況では次の二つの問題を生じる．一つは，だれにも評
価されてない，すなわち，好きかどうかの情報を与えられてい
ないアイテムが頻繁に存在してしまう．これは，各利用者はア
イテム集合の一部しか評価せず，また，評価されるアイテム群
は一部のものに集中する傾向があるためである．他の利用者の
意見を参考にして推薦アイテムを決める協調フィルタリングで
は，こうした誰にも評価されていないアイテムは推薦の対象に
は決してなることはなく，推薦の被覆率が低下する．もう一つ
の問題は，現在利用している利用者（活動利用者）と類似した
嗜好をもつデータベース中の利用者（標本利用者）が見つから
ない問題である．利用者数が少ないシステムでは，類似した嗜
好をもつ利用者がシステム内にいないため，ノイズのように
扱われてしまい，その嗜好が適切に推薦に反映されることは
ない．
この問題に対する解決法として，小規模なシステムの利用

者のデータを集積して，十分な数のデータを集めることが考え
られる．しかし，この方法には以下に述べる三つ問題がある．
第一に，利用者の嗜好データは，秘匿すべき個人情報であるた
め，全てを集積して利用することは個人情報保護の観点から
問題を生じる．この問題への対処であるプライバシー協調フィ
ルタリング [Canny 02]の枠組みでは，利用者集団の嗜好のパ
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ターンからは個人それぞれの嗜好パターンは復元できないた
め個人情報ではないとの前提に立つ．そして，個人情報である
嗜好データを秘匿したまま，全体の嗜好パターンを表すモデル
を獲得することで，個人情報を保護しつつ推薦を行う．Canny
[Canny 02]では，暗号の応用技術である秘密計算を用いた手法
を提案しているが，その計算量は大きく，大規模・高速化には
困難が伴う．そこで，個人単位で嗜好データを保護するのでは
なく，個人情報管理が可能な信頼できる小規模サイトでデータ
を蓄積することを想定する．そして，各サイトごとに，局所的
な嗜好パターンのモデルを計算し，それらを集積して推薦を行
う．局所的なモデルからは，個人ごとの情報は復元できないの
で，プライバシーの問題は生じない．また，この枠組みでは秘
密計算に伴う計算量の問題も生じない．こうして集めたローカ
ルモデルを要約して大域的なモデルを生成すれば，多数の利用
者の意見を反映した推薦ができる．この局所的サイトのモデ
ルを集めて，集団的に推薦の精度を高める枠組みを，集団協調
フィルタリングと呼んだ [神嶌 07]．
本論文では，Hofmannの，probabilistic latent semantic analy-

sis (pLSA) [Hofmann 99a]モデル（aspectモデルとも呼ばれる）
を利用した協調フィルタリング [Hofmann 99b]を対象に，この
集団協調フィルタリングを考える．このモデルのパラメータ
は EMアルゴリズムで計算できるが，これは密結合な分散環境
では容易に並列計算できる [Forman 00]．pLSA を用いた協調
フィルタリングを，EMアルゴリズムを並列計算で解く試みと
して Dasらの研究 [Das 07]がある．ここで二つ目の問題が生
じる．嗜好データはそれぞれ異なるサイトで保持されており，
サイト間のネットワークは疎結合である．よって，サイト間の
通信量は抑制する必要があり，これらの手法は適さない．
第三の問題は，サイトごとの利用者の個性である．中小サ

イトはそれぞれ特徴あるアイテムを扱い，また，利用者集団
にも固有の特徴があるだろう．そうした集団に，集積した大域
的なモデルを適用しても，十分にその特殊性を反映したモデ
ル構築はできない．よって，各サイトごとの特徴を表現したモ
デルの獲得を行うサイト適応型集団協調フィルタリング (site
adaptive collective CF; SACCF)が必要となる．ここでは，異
なるドメインの知識を利用して予測精度の改善を行う転移学習
[神嶌 09, Pan 08]を利用する．

2.節では，pLSAを用いた基本的な CFとその分散環境での
実行について，3.節では，サイト適応型協調フィルタリング手
法を提案し，4.節では予備的な実験結果を示す．最後に 5.節
でまとめを述べる．
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2. pLSAによる協調フィルタリングとその分
散環境での実行

まず，pLSA による協調フィルタリング [Hofmann 99b] の，
形式的定義と問題設定を述べる．利用者とアイテムをそれぞ
れ確率変数 xと y で表す．xは X = {1, . . . , i, . . . , n}中の値
を，y は Y = {1, . . . , j, . . . , m}中の値をとる多値の確率変数
である．ここで，このモデルで重要な役割をはたす潜在変数 z

を導入する．これも多値変数で Z = {1, . . . , l}中の値をとり，
潜在的な嗜好のパターンを表す．
ここでは，評価値を使わない，変数 xと y の共起関係だけ

を使うモデルを示す．嗜好データを，利用者 iがアイテム j を
閲覧または，購入した場合を考える．これは，x = iという事
象と，y = j という事象が同時に観測されることに相当する．
このモデルでは購入しないという行為が無関係なので，未評価
と不支持が区別できない暗黙的評価での問題が生じない利点が
ある．この xと y の同時確率分布を，潜在変数を導入して次
のように表すのが pLSAモデルである．

Pr[x, y] =
X

z∈Z

Pr[x|z] Pr[y|z] Pr[z] (1)

このモデルでは z が与えられたときに xと y が条件付独立で
あることを仮定して，モデルのパラメータの総数を減らしてい
る．モデルのパラメータは θ = ({Pr[z|x]}, {Pr[y|z]}, {Pr[z]})
であるが，これらを最尤推定で求める．すなわち，N 個の共
起データ D = {(xk, yk)}N

k=1 に対する対数尤度 L(D; θ) =
P

(i,j)∈D log Pr[x = i, y = j; θ]を最大化するパラメータを求
める．この推定は，以下の EとMのステップを交互に繰り返
す EMアルゴリズム [Bishop 08]によって行う．Eステップは
次式：

Pr[z|x, y] =
Pr[z] Pr[x|z] Pr[y|z]

P

z′ Pr[z′] Pr[x|z′] Pr[y|z′]
(2)

Mステップでは次式：

Pr[x|z] =

P

y n(x, y) Pr[z|x, y]
P

x′,y n(x′, y) Pr[z|x′, y]
(3)

Pr[y|z] =

P

x n(x, y) Pr[z|x, y]
P

x,y′ n(x, y′) Pr[z|x, y′]
(4)

Pr[z] =

P

x,y n(x, y) Pr[z|x, y]

l
(5)

ただし，n(x, y)は，x = iかつ y = j となる D 中の対の数で
ある．
以上の手続きを反復し，収束した Pr[x|z]，Pr[y|z]，および

Pr[z]が計算できれば，利用者 iがアイテム j をどれくらい好
きかを，利用者が iが与えられたときアイテム j を好む条件付
き確率 Pr[y = j|x = i]の大きさによって測れる．この条件付
き確率分布は次式で計算できる．

Pr[y|x] =

P

z Pr[z] Pr[x|z] Pr[y|z]
P

y′,z Pr[x|z] Pr[y′|z] Pr[z]
(6)

この量は利用者 iの各アイテムへの嗜好の度合いを示すので，
次のアイテム y∗ をその利用者に推薦すればよい．

y∗ = arg max
y∈Y

Pr[y|x = i] (7)

表 1: テスト集合の利用者上の Pr[y|x]の総和
テスト集合 平均確率 人数
全体 0.0695 189

20歳未満 0.0664 × 77
20歳代 0.0747 ○ 332
30歳代 0.0706 ○ 240
40歳代 0.0593 × 168

50歳以上 0.0610 × 125

この pLSA モデルの計算は，容易に分散環境で実行できる
[Das 07]．簡単に述べると，利用者やアイテムのデータを複数
のサイトで分散保持させる．Eステップには，xや yに関する
和はないため，他のサイトのデータを参照せずに，局所的に計
算が可能である．一方のMステップには xや yに関する和が
存在する．しかし，これらの和は，各サイトがが保持するデー
タに対して，サイト内で局所的部分和を計算し，これらの部分
和を中心サイトに集めて総和をとれば容易に分散環境で計算で
きる．よって各反復のMステップの前に同期をとって，この
ようにして和を求めれば，サイト数にほぼ比例する割合で計算
を高速化できる．

3. サイト適応型集団協調フィルタリング
3.1 分散 pLSAの問題点

1.節では，(1)個人情報への配慮，(2)サイト間の通信量の抑
制，そして，(3)サイトごとの利用者の特性への適応という三
つの課題を示した．これらの課題は，単純に pLSAを分散環境
で並列化するだけでは対処できない点について論じる．
サイト適応型の推薦の必要性に関する文献 [神嶌 07]の予備解

析の結果をもう一度簡単に示しておく．協調フィルタリングの代
表的なベンチマークであるMovieLensデータ [MovieLens data]
を対象に予備実験を行った．このデータでは，943人の利用者
が，1682 種の映画について採点法で 5 段階の 10 万個の評価
値を与えている．利用者 iが，映画 j について 5段階で 4か 5
の好意的評価なら (x = i, y = j)のデータが観測されたとみな
した．利用者を訓練用とテスト用に分け，訓練用利用者の全嗜
好データと，テスト用の半分嗜好データから 2.節の方法でモ
デルを獲得する．そして，テスト用の各利用者 iの残り半分の
データに含まれる映画 j について Pr[y = j|x = i]を求め，こ
れら値の各利用者ごとの総和を計算した．これらの和の全テス
ト利用者について平均である次式で予測精度を評価した．

1
|Xt|

P

i∈Xt

P

(i,j)∈Dt
Pr[y = j|x = i] (8)

ただし，Xtはテスト用利用者で，Dtはテスト用データである．
実験結果を表 1に示す．「テスト集合」の列にはテスト用利用
者を選択した基準を示した．全体とは，利用者の 20%をラン
ダムにサンプリングしてテスト用利用者とした場合の結果であ
る．これは，データ全体の平均的な利用者を反映したベースラ
インである．それ以外では，年齢によってテスト用利用者を選
択した．テスト用ではない利用者全てが訓練用利用者である．
それぞれの条件に該当する利用者の人数は「人数」の列に示し
た．「平均確率」は，各実験での，式 (8)のスコアであり，ベー
スラインである「全体」の結果を上回るものに○を，そうでな
いものに×を付けてある．この結果では，人数が多くこのデー
タの中核となっている 20～30代の利用者では予測精度は良い
が，少数派の集団では悪くなる．すなわち，たとえ複数のサイ
トから大量にデータを集積できたとしても，大域的に均一なモ
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デルを用いたのでは，少数派のサイトの利用者には良い推薦が
できないことを示唆している．以上のことから，複数サイトに
よる集団協調フィルタリングでは，各サイトに適応したモデル
を，集積したデータから獲得する必要がある．
また，各サイトは広域分散しており，サイト間の通信は抑制

する必要がある．しかし，2. の分散 EM アルゴリズムでは通
信量を抑制できない．これは，EMアルゴリズムの各反復ごと
に総和を求めるため，中心サイトへデータを送る必要が生じる
ためである．
プライバシーに関しても問題がある．ある利用者の，異なる

アイテムに関する情報が分散保持されている場合を想定する．
この場合，2.の分散 EMアルゴリズムでは，利用者個人の嗜好
データは単独では外部サイトには送信されない．しかし，複数
のサイトの利用者が同一であるかどうかという情報は計算のた
めに必要であり，個人情報保護の観点からはやや問題である．

3.2 大域潜在変数を導入したサイト適応集団協調フィル
タリングモデル

前節で述べたように，分散 pLSAでは 1.節で述べた三つの
課題を解決できない．そこで，これらの問題を解決できるよう
な分散モデルを示す．まず，各サイト利用者の個性を考慮でき
ない原因は，購買パターンを示す潜在変数 zが全サイトで共通
であることである．そこで，各サイトそれぞれに潜在変数 zk

があり，さらに全サイトに共通なパターンを表す w を導入し
た階層モデルを考える．この wは zk の超パラメータに相当す
る．こうした階層的なモデル化は，転移学習 [神嶌 09, Pan 08]
の一つであるマルチタスク学習 [Caruana 97] の代表的な方法
である [Raina 06]．転移学習とは，ある問題を解くために，そ
の問題自体のデータに加え，それと類似した問題のデータも利
用して，より精度のよいモデルを獲得するアプローチである．
ここでは，他のサイトでの嗜好予測という類似した問題のデー
タを利用するため転移学習が使われる．転移学習の中でも，複
数の問題に共通する因子を見つけ出し，これら複数問題を同時
に改善しようとする枠組みをマルチタスク学習という．複数の
サイトでの予測精度を同時に改善したい SACCF問題は，この
マルチタスク学習の問題として論じることができる．
しかし，単純に階層モデルにしただけでは，プライバシー

と，サイト間の通信量の問題には対処できない．そこで，図 1
のようなモデルを採用した．この例では，サイト数は二つで，
各サイトの潜在変数 z1 と z2 が大域的な潜在変数 w に依存し
ている．そこで，各サイトで局所的に pLSAを実行し，求めた
パラメータを一つの中心サイトに集めて，集団協調フィルタリ
ングを実行する．pLSAのパラメータには，Pr[x|z]，Pr[y|z]，
および Pr[z]がある．このうち最初の Pr[x|z]は利用者個人に
依存した個人情報なので，中心サイトには送信できない．よっ
て，Pr[y|z]と Pr[z]のみを中心サイトに送信し，改良したパ
ラメータ P̂r[y|z]と P̂r[z]を返させることで，個人情報の問題
に対処している．さらに，EMアルゴリズムの反復は各サイト
内で実行されるため，各反復ごとにサイト間で通信をする必要
がなく，通信量を抑制できる．
以下，中心サイトでの学習手法の詳細を述べる．一般の階層

モデルの超パラメータを最尤推定する問題は，経験ベイズや
エビデンス近似 [Bishop 08]と呼ばれ，EMアルゴリズムで計
算できる．しかし，このモデルでは，モデルの層の間で参照で
きる値に制限があるため，以下のような手続きで計算する．各
サイト k からはデータ Dk に含まれるアイテムの個数 n1(y1)

と，分布パラメータ Pr1[y1|zk]を中心サイトに集める．これら
を使って中心サイトのモデルのパラメータを求ることになる．
中心サイトでサイト 1 からのデータが生じる確率は次式で表

秘

サイト1

z1

x1 y1

Pr1[y1|z1]

秘

サイト2

z2

x2

Pr2[y2|z2]

中心サイト

中心サイト

y1

z1 z2

y2

w

Pr2[y2|z2]Pr1[y1|z1]

n1(y1) n2(y2)

y2

図 1: 大域潜在変数を導入した SACCFモデル

せる．
Pr[y1] =

X

z1,w

Pr1[y1|z1] Pr[z1|w] (9)

ここで，添え字のある Prで表した，Pr1[y1|z1]はパラメータ
ではなく，サイト 1 から送られてきたものであり，定数であ
る．するとサイト 1 でのデータの中心サイトのモデルでの対
数尤度は次式になる．

logL1=
X

y1

n1(y1) log

»

X

z1,w

Pr1[y1|z1] Pr[z1|w] Pr[w]

–

(10)

サイト 2以降に関しても対数尤度は同様であり，全体の対数尤
度は logL =

P

k logLk となる．このパラメータも EM アル
ゴリズムで解くことができる．すなわち，サイト k での Eス
テップは次式で，

Pr[zk, w|yk] =
Pr1[yk|zk] Pr[zk|w] Pr[w]

P

z′
k

,w′ Pr[yk|z′
k] Pr[z′

k|w′] Pr[w′]

Mステップは次式となる．

Pr[zk|w] =

P

yk
nk(yk) Pr[zk, w|yk]

P

yk,z′
k

nk(yk) Pr[z′
k, w|yk]

Pr[w] =

P

k

P

yk,zk
nk(yk) Pr[zk, w|yk]

P

k

P

yk,zk
nk(yk)

こうして，中心サイトでのモデルが求まれば，各サイトの潜在
変数の事前分布は次式で計算できる．

Prnew[zk] =
X

w

Pr[zk|w] Pr[w] (11)

こうして求めた Prnew[zk] を送り返せば，サイト k では，自
身がもつ Prk[yk|zk]と Prk[x|zk]によって推薦ができる．
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表 2: 全データ集合の利用者上の Pr[y|x]の総和
低年齢グループ

Aサイト Bサイト
|w| 平均確率 |w| 平均確率
orig 0.286818 orig 0.317305

2 0.286815 2 0.317307
3 0.286815 3 0.317307
5 0.286815 5 0.317307

高年齢グループ
Aサイト Bサイト

|w| 平均確率 |w| 平均確率
orig 0.299104 orig 0.274708

2 0.299105 2 0.274708
3 0.299105 3 0.274708
5 0.299105 5 0.274708

4. 実験
前節で提案した手法の有効性を検証するために予備的な実

験を行った．データには 3.1のMovieLensデータを利用した．
サイトはまず，10と 20代で構成される低年齢と，30代以上の
高年齢で分けた．人数はそれぞれ 411と 536人であった．さ
らに各年代の利用者をほぼ半分ずつに分け，それぞれを Aと
Bサイトと呼ぶ．すなわち，全部で四つのサイトがある．こう
することで，低年齢 Aサイトの予測性能は，別の類似した利
用者構成の低年齢 Bサイトのデータが転移されることで向上
すると考えた．サイト傾向パターンの数，すなわち，大域潜在
変数が取り得る値の種類数 |w|を 2，3，5と変化させてみた．
各サイトで，各利用者が評価したアイテム集合を二つに分け，
一方を訓練集合とし，もう一方を予測する，すなわち，2分割
の交差確認を実行した．評価尺度は，式 (8)と同じものを用い
た．ただし，表 1 の結果ではテスト用のアイテムについての
みの和であった．だが，ここでは交差確認により全てのアイテ
ムについて Pr[y = i|x = j]が計算されているので，テスト用
の Dt ではなく，全データ D について和をとった．
結果を表 2 に示す．平均確率とは，上記の全データ集合の

利用者上の Pr[y|x]の総和を，全利用者について平均したもの
である．|w|は，大域潜在変数 wのとりうる値の数である．た
だし，“orig”は，集団協調フィルタリングを利用せずにサイト
内で局所的に予測した結果である．残念ながら，集団的協調
フィルタリングをしない origの結果と，他の結果を比較する
と，効果はほとんど見られなかった．これは，各サイトに返さ
れた zk の分布自体が，元のそれとあまり差がないという状況
であった．
現状では，データに依存した問題か，モデル自体の問題であ

るかについてもまだ検証はできていない．まずデータに関し
ては，サイトの条件や，データ分布の条件を変えても提案手法
に有効性がないのかを検証する必要がある．例えば，サイトの
規模に差がある場合には，小さい方のサイトでは，予測精度が
向上することも考えられる．また，もっと多数のサイトがある
場合なども，多数のサイトから少量ずつの知識が転移される
ことで予測精度が向上することも考えられる．一方，手法に関
しても，改良を試みる必要があるだろう．今回のモデルでは，
zk の分布のみを更新した．そこで，Pr[z1]を中心サイトのモ
デル Prnew[z1]に固定して，ローカルパラメータ Pr1[y1|z1]と
Pr1[x1|z1]を次回のデータ集約時に更新し，中心サイトに送る

という改良も考えられる．また，サイト 1 と 2 で評価される
アイテムをそれぞれ y1 と y2 として，中心サイトの補助のも
と Pr[y1 = j, y2 = j|x = i]を最大にするアイテム j を利用者
iに推薦する方法も考えられる．

5. まとめ
本稿では，小規模サイトのデータを集積することで，start-up

問題に対処する集団的協調フィルタリングの枠組みについて論
じた．この実行にあたっては，(1)個人情報は各サイト内での
み扱いプライバシーに配慮し，(2)サイト間の通信量を抑制し，
(3)各サイトごとの個性に対応できる必要があることを論じた．
本稿では，大域的な潜在変数を導入したモデルについて述べ，
予備的な実験を行った．予想に反し，集団的協調フィルタリン
グを採用しても，他のサイトから知識は転移されず，予測精度
にはほとんど影響がなかった．今後は実験を継続し，問題の性
質を明らかにし，新たなモデルを考案する予定である．
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