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In the real-world problems, handling uncertainty is a key topic and partially observable Markov decision processes
(POMDPs) provide a framework to autonomous agents with unreliable or incomplete sensors. Therefore, learning
in POMDPs is very important for applying agents to practical engineering problems. This paper shows the exper-
imental results with action-preference learning algorithms and Sarsa(λ) in three partially observable benchmark
tasks. We confirmed that OnPS is the best among the methods for POMDPs.

1. はじめに

実世界環境においては，「不確実性」の扱いが重要である．
エージェントの観測に不確実性を含む問題は，部分観測マル
コフ決定過程（Partially observable Markov decision processes,
POMDPs）の枠組みで扱うことができる．それゆえ，POMDPs
で学習することは，実用的な工学問題へエージェントを応用す
るにあたって非常に重要である．
強化学習アルゴリズムの多くは，「状態行動対に対してその後

に得られる割引収益の期待値として定義された行動価値を推定
する」という行動価値推定型のアルゴリズムである [Sutton 98]．
Q学習 [Watkins 92]や Sarsa(λ) [Rummery 94]のような，行動
価値学習型の手法は，状態行動対に対する真の行動価値を推定
し，そこから最適な決定的政策を導く．

Lochと Singh [Loch 98]は，Sarsa(λ)を観測と行動の対に対
して行動価値を推定するよう拡張し，いくつかの POMDPsに
おいてその性能を調査した．そして，Sarsa(λ)が POMDPsに
おいても有効に働くことを実験的に確認した．
一方，profit sharing [Grefenstette 88, Holland 86]のような，

行動優先度学習型アルゴリズム [松井 03]も開発されている．
行動優先度学習型手法は，行動価値ではなく，それぞれの行動
の優先度を状態ごとに独立に保持する．

Araiらは，マルチエージェント環境においては，profit sharing
が Q 学習よりも優れていることを示している [Arai 00]．ま
た，Araiと Sycaraは，POMDPsでの学習のために，状態行動
対への初回訪問だけを記憶する profit sharingである first-visit
profit sharing（FVPS）を提案した [Arai 01]．オンライン型 profit
sharing(OnPS)と last-visit profit sharing(LVPS)も，同じ profit
sharingの仲間であり，いくつかの環境でその有効性が確認さ
れている [松井 03]．
本論文の目的は，行動優先度学習型強化学習アルゴリズムの

OnPS, LVPS, FVPSと行動価値推定型の Sarsa(λ)を，[Parr 95]
や [Loch 98]でも使われた PODMPsの上で実験した結果を示
し，比較することである．

連絡先: 松井藤五郎，東京理科大学 理工学部 経営工学
科，〒 278-8510千葉県野田市山崎 2641，Phone: 04-
7124-1501（内線 3830），Fax: 04-7122-4566，E-mail:
matsui@ia.noda.tus.ac.jp

2. POMDPs

有限 POMDPsの枠組みにおいては，エージェントが置かれ
る環境は 〈S,X ,A,Pa

ss′ ,Oax
s ,Rax

ss′〉の組で表される．ここで，
• S は有限な状態の集合，
• X は有限な観測の集合，
• Aは有限な行動の集合，
• Pa

ss′ = Pr(st+1 = s′|st = s, at = a) は状態遷移確率
（状態 s ∈ S において a ∈ Aを取ったときに次の状態が
s′ ∈ S になる確率），

• Oax
s = Pr(xt+1 = x|st+1 = s, at = a)は観測確率（行動

a ∈ Aを取った後で状態 s ∈ S において観測 x ∈ X を受
け取る確率），

• Rax
ss′ = E(rt+1|st = s, at = a, st+1 = s′, xt+1 = x)は報
酬期待値（状態 s ∈ S において行動 a ∈ Aを取った後で
状態 s′ ∈ S において観測 x ∈ X を受け取ったときの報
酬の期待値）

を表す．強化学習においては，エージェントは，状態遷移確率
Pa

ss′，観測確率Oax
s ，および報酬期待値Rax

ss′ に関する知識を
持たない．

POMDPsにおける学習手法の一つは，現在の状態を識別す
るために，観測情報を記憶するというものである．これらの手
法は，メモリベース手法と呼ばれる．現在得ている観測が信頼
できるものでない場合にも，観測のシーケンスを用いると，現
在の状態を高い精度で推測することができる．それゆえ，たと
えば [Loch 98]のように，メモリベース手法は，メモリなしの
手法よりも優れた性能を示す．
しかしながら，実世界の問題においては，起こりうる観測

シーケンスの数が非常に大きく，それらすべての観測シーケン
スに対する状態へのマッピングを学習するためには，非常に多
くの時間を費やさねばならない．したがって，メモリベース手
法よりもメモリレス手法の開発に取り組むべきである．
一方，多くの POMDPsにおいて，いかなる決定的政策（状

態が与えられると，行動を一意に決定する政策）よりも優れた
確率的政策（行動を確率的に選択する政策）が存在することが
知られている [Kaelbling 96, Perkins 02]．
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すべての s ∈ S, a ∈ A(s)に対して：
P (s, a) = C （C は任意の小さな正の定数）

各エピソードに対して繰り返し：
sを初期化
すべての s, aに対して：

c(s, a) = 0

エピソード中の各ステップに対して繰り返し：
P から導かれた重み付きルーレット選択を用いて，

sでの行動 aを選択する
c(s, a) ← c(s, a) + 1

行動 aを取り，報酬 rと次状態 s′ を観測する
すべての s, aに対して：

P (s, a) ← P (s, a) + rc(s, a)

c(s, a) ← γc(s, a)

s ← s′

sが終端状態ならば繰り返しを終了

図 1:オンライン型 profit sharingアルゴリズム．γ は割引率パ
ラメータ．

3. 行動優先度学習型アルゴリズム

行動優先度学習型アルゴリズムとは，行動価値推定型でな
い強化学習アルゴリズムのことであり，行動価値の替わりにそ
れぞれの行動の優先度を状態ごとに独立に保持する [松井 03]．
ここでは，行動優先度学習型手法であるOnPSと LVPSにつ

いて述べる．

3.1 オンライン型 Profit Sharing
オンライン型 profit sharing (OnPS) [松井 03]では，優先度 P

の要素数に等しい要素数の信用トレース（credit traces） cが，
各状行動対に対する信用割当の度合いを表す．信用トレース
は，適格度トレース（eligibility traces）と同様の働きをする．
ただし，適格度トレースとは異なり，状態行動対に対する信用
割当の度合いだけを記憶する．これにより，エピソードに現れ
た状態行動対をそのまま記憶する必要がなくなる．
各ステップにおいて，すべての状態行動対の信用トレースは

γ だけ減り，そのステップで訪問された状態 sと選択された行
動 aの対の信用トレース c(s, a)は 1増える．

ct(s, a) =

(
γct−1(s, a) + 1 s = st かつ a = at のとき

γct−1(s, a) そうでないとき
(1)

オンライン型 profit sharingは，各ステップにおける優先度
の増分を次式のように計算する．

∆Pt(s, a) = rt+1ct(s, a) for all s, a (2)

中間報酬がないとき，この更新式によるエピソードあたりの更
新量は，オフライン更新型のものと等しい．このアルゴリズム
を図 1に示す．
オンライン型 profit sharingの特徴は，

• 中間報酬を扱える（従来のオフライン型 profit sharingで
は扱えない）

• 有限メモリで実装できる（従来のオフライン型 profit shar-
ingでは制限がない）

ことである．
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図 2: Parrと Russellの部分観測環境．状態 A+および A−が，
いずれも同じ A として観測される．実線で示された矢印の状
態遷移確率は 1である．

3.2 Last-Visit Profit Sharing
式 (1)は累積トレース（accumulating traces）と呼ばれる種

類の適格度トレースを基にした式である．この累積トレースの
代わりに，入れ替え更新トレース（replacing traces）と呼ばれ
る，次のようなトレースを用いることによって，オンライン型
profit sharingの性能向上を試みたものが last-visit profit sharing
（LVPS）[松井 03]である．

ct(s, a) =

(
1 s = st かつ a = at のとき

γct−1(s, a) そうでないとき
(3)

このトレースを用いると，ある状態行動対が選択されたとき，
そのトレースの値がどのようなものであっても，その値を 1に
してしまう．
これは，過去に選択された状態行動対と同じ対を再び選択し

た場合に，その対に関するそれまでの情報を捨てて最後に選択
したときの情報だけを保持していることに相当する．つまり，
冗長な経験をエピソードの記憶から取り除いている．この方法
は，状態行動対への最後の訪問（last visit）だけを記憶する方
法であることから，last-visit profit sharingと呼ばれる．

4. 実験結果

比較のため，三つの POMDPsを用いて実験を行った．OnPS，
LVPS，初回の訪問だけを記憶するオフライン型 profit sharingで
ある FVPS [Arai 01]，行動価値学習型の Sarsa(λ) [Rummery 94]
を用いて実験を行った．Sarsa(λ) のパラメータは，同じ環境
が用いられた [Loch 98]で採用された値を利用して λ = 0.9,
α = 0.01とした．
学習中，profit sharingにより学習するエージェントは重みつ

きルーレット選択を，Sarsa(λ)により学習するエージェントは
ボルツマンソフトマックス選択（τ = 0.2）を用いた．これら
の確率的政策と，決定的政策であるグリーディ選択を用いたと
きの性能を測定した．すべての実験において，30回の実験の
平均を取ることによって，学習曲線を滑らかにした．

4.1 Parrと Russellの POMDP
まず，図 2 に示された，Parr と Russellの部分観測環

境 [Parr 95]を用いた．二つの終端状態 Gと Fを含む七つの
状態があり，初期状態は I で示されている．
エージェントは，状態 A+と A−を識別することができな

い．エージェントの行動は，a, b, cの三種類である．初期状態
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図 3: Parrと Russellの POMDPにおける結果．左：決定的政
策の性能．右：確率的政策の性能．
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図 4:左：Parrと Russellの 4× 3格子世界.同じ番号のマスは
同じ観測となる．灰色のマスは，終端状態である．右：Littman
らの 89状態オフィス．Gのマスが目標状態である．

からの状態遷移だけが確率的で，そのほかの遷移は決定的で
ある．
エージェントは，状態Gにたどり着くと，報酬 2を得る．状

態 Fは，Gと同じ終端状態である．ただし，Fにたどり着い
ても，報酬は得られない．この問題における割引率は 0.95で
ある．
結果を，図 3に示す．ここでは，[Loch 98]と同じ方法で，各

時点において 101回の試行を行い，性能を測定した．一回の試
行が 101ステップを超える場合には，そこで打ち切った．左の
パネルは決定的政策の性能を，右のパネルは確率的政策，すな
わち，重みつきルーレット選択あるいはソフトマックス選択の
性能を示している．学習中，エージェントは確率的政策を用い
て行動するため，右のパネルは，学習中の性能を表している．

Profit sharingの三つの手法は，どれも同じような性能を示し
ている．しかし，Sarsa(0.9)だけは，確率的政策の性能，すな
わち，学習中の性能が悪い．これは，観測 A において，行動
bと cの価値が (2 + 0)/2 = 1であるのに対し，回り道になっ
ている行動 aの価値は 0.952 = 0.9025と，行動の価値が大き
く変わらないことが原因である．これらの行動価値から導かれ
たソフトマックス選択の行動選択確率は，どの行動も大きく変
わらない．したがって，Sarsa(0.9)の性能が悪くなっている．
一方，profit sharingにおいては，行動優先度の差は，学習が

進むにつれて広がっていく．したがって，profit sharingは，行
動価値に差がない環境においても，それに苦しめられることは
ない．

4.2 Parrと Russellの 4× 3格子世界の問題
続いて，図 4の左のパネルに示された，Parrと Russellの

4× 3格子世界 [Parr 95]を用いて実験した．ここには，灰色で
示された二つの終端状態を含む 11の状態がある．初期状態は，
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図 5: Parrと Russellの 4× 3格子世界の結果．

非終端状態から一様なランダムに選択される．
エージェントは，左右の壁があるかどうかだけを観測するこ

とができる．したがって，左右の壁の有無の組み合わせに対応
した四種類の観測と，終端状態を識別するための二つの観測
が存在する．観測は決定的である．すなわち，エージェントが
誤った観測をすることはない．
エージェントの行動は，上下左右のいずれかへ移動する四種

類である．状態遷移は決定的でなく，エージェントが望んだ方
向に 0.8の確率で移動し，その方向に対して 90度の方向にそ
れぞれ 0.1の確率で遷移する．
エージェントは，右上のマス（5番）に到達したときに 2の

報酬を得る．割引率は γ = 0.95である．
図 5に結果を示す．先の実験とまったく同じ方法で性能を評

価した．Sarsa(0.9)の確率的政策の学習曲線は，先の実験と同様
の形をしている．Profit sharingの決定的政策の性能は，OnPS,
LVPS, FVPSのいずれも大差ないが，確率的政策の性能は大
きく異なる．確率的政策では OnPSが最も優れた性能を示し，
続いて LVPSが良い性能を示した．FVPSは Sarsa(0.9) をわ
ずかに上回ったが，Sarsa(0.9)の決定的政策よりも悪い性能と
なった．
これらの結果は，決定的政策よりも優れた確率的政策が存

在することを示している．OnPSの重みつきルーレット選択の
性能は，これら手法が獲得したどの決定的政策よりも優れて
いる．

4.3 Littman らの 89状態オフィスの問題
最後に，図 4の右のパネルに示した，Littmanらの 89状態

オフィス [Littman 95]を用いて実験を行った．この問題では，
位置に加えて，エージェントの向きも考慮される．位置は 22

ある．各位置につき四つの方向があるので，可能な状態の数
は，22× 4 = 88に Gで示された目標状態一つを加えた 89と
なる．初期状態は，目標状態をのぞくすべての状態から，一様
なランダムに選択される．
エージェントには，壁の有無を調べるセンサが，四方に独立

についており，16通りの観測が得られる．ただし，これらの
センサは，壁がある場合には 0.9の確率で，そうでない場合に
は（間違って）0.05の確率で，壁を観測する．
エージェントは，前進，右方向転換，左方向転換，逆方向転

換，停留の五つの行動を取ることができる．状態遷移は決定的
でない．たとえば，前進するとき，エージェントが望んだマス
には 0.8の確率で移動する．報酬は，目標状態に到達したとき
に 1，それ以外は 0である．
結果を図 6 に示す．この実験では，[Littman 95] および

[Loch 98]の実験方法に合わせ，一試行を最大 251 ステップ
として 251回の試行を行い，目標状態へ到達した割合と目標
状態へ到達するのに要したステップ数を計測した．
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図 6: Littmanらの 89状態オフィスの結果．上：目標状態へ到
達した割合．下：目標状態へ到達するのに要したステップ数．

OnPSは，いずれの評価尺度においても，他の手法より優れ
た性能を示した．LVPSは，OnPSの次に良い性能を示した．
FVPSの決定的政策の性能は，一様なランダムに行動を選択し
たときよりも悪くなった．

5. まとめ

本論文では，行動優先度学習型アルゴリズムのOnPS, LVPS,
FVPSと行動価値推定型アルゴリズムの Sarsa(λ)をいくつかの
POMDPsにおいて比較した．行動価値推定型アルゴリズムは，
正しい価値を推定したとしても，そこから適切な確率的政策を
導くことができない．それに対し，行動優先度学習型アルゴリ
ズムは，報酬の獲得につながった行動に対する優先度を増加さ
せていくため，優先度が同じような値に収束することがなく，
優れた確率的政策を導くことに成功している．
行動優先度学習型の中でも，OnPSは，最も優れた性能を示

した．LVPSは，決定的環境では OnPSよりも有効に働くが，
確率的環境ではOnPSに劣る．FVPSは，「目標へ到達するため
に通らなければならない異なる状態が同じ観測となり，かつ，
それらの状態においては異なる行動を取らなければならない」
ような場合において，正しく学習することができない．
以上のことから，POMDPsにおいては，OnPSがこれらの手

法の中で最も優れているといえる．
しかしながら，OnPSや LVPSは，いくつかの欠点を抱え

ている．一つは，行動選択確率が負にならないようにするた
め，負の報酬を扱えないことである．これに対して，筆者ら
は，[鈴木 03]においてその改善を試みている．
もう一つは，学習が進むと，行動優先度が無限大へと発散す

ることである．理論的には，優先度をエージェントが経験した
ステップの総数で割る，すなわち，ステップあたりに獲得した
信用割当を優先度とすることによって，この問題を回避するこ
とができる．ただし，行動優先度は変化し続けるため，最適解
へと収束することは保証されない．
今後は，OnPSと LVPSの理論的な解析を行う必要がある．
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