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With the spread of data mining technologies, such technologies are being used for determinations that seriously affect
individuals’ lives, e.g., credit scoring. Fairness-aware data mining is a technology to make such determinations fair in terms of
sensitive features, such as race, gender, religion, and so on. We survey the progress of this technology after our last survey at the
JSAI2013.

1. はじめに
本稿では，公平配慮型データマイニング (fairness-aware data

mining)呼ばれる分析手法を概観する．公平配慮型データマイ
ニングとは，公平性，差別，中立性，独立性などの潜在的な問
題を考慮にいれたデータ分析のことである．データマイニング
技術は与信，採用，保険などの個人に生活に大きく影響を与え
る決定に使われるようになってきている．このとき，社会的・
法的な公平さに配慮した，すなわち，性別や人種などに基づく
先入観や差別のない判断をするための手段として研究が始まっ
た．2013年の人工知能学会全国大会にて，この分野について
報告したが，今回はその後の進展について紹介する．

2.節では公平性の規準について，3.節では，公平配慮型デー
タマイニングのタスクについて述べる 4.節では，近年の関連
会議の動向について述べる

2. データマイニングにおける公平性
特徴と目的変数についていくつかの記号を定義したあと，形

式的な公平性の規準を示す．

2.1 準備
確率変数 𝑆 と 𝐗 は，それぞれセンシティブ特徴 (sensitive

feature)と非センシティブ情報特徴（もしくは，単に特徴；non-
sensitive feature）を表す．公平配慮型データマイニングでは，
センシティブ特徴の表す性質に対して公平性を保証しつつ分
析する．例えば，与信，採用，保険などの決定について扱うと
き，社会的公平性の観点からその関与を排除すべき対象者の性
別や人種といった個人属性情報を，このセンシティブ情報とす
る．なお，このセンシティブ特徴に何を設定するかは，データ
マイニングで扱うタスクと，法や規制などの社会的環境を考慮
して与えるものとする．𝑆 は，連続変数でも離散変数でもよい
が，既存の研究では主に定義域が {0, 1}である二値変数の場合
が扱われている．値 1 と 0 をとるときを，それぞれそれぞれ
非保護状態と保護状態にあるといい，あるデータ集合中で，保
護状態ある事例の集合を保護グループ，それ以外の事例集合を
非保護グループという．一方の非センシティブ特徴 𝐗は，対
象を表す特徴の中で，上記のセンシティブ特徴以外の全てを含
む特徴ベクトルである．確率変数 𝑌 は目的変数で，分析者は
この変数の表す内容に関心がある．冒頭で挙げた例では，タス
クでは与信・採用・保険などの決定を表す．公平配慮型タスク
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の場合では，𝑌 は，与信などで有利な決定をする場合を正クラ
ス 1 で，不利な場合を負クラス 0 で表す二値変数となる場合
が主に研究されている．

2.2 公平性の規準
いくつかの公平性規準を列挙する．最も単純なものはセンシ

ティブ特長を取り除いてモデルを訓練する，すなわち目的変数
は 𝑆 とは独立で，𝐗のみに依存する，Pr[𝑌 |𝐗] = Pr[𝑌 |𝑆,𝐗]．
この条件は条件付き独立性 𝑌 ⟂⟂ 𝑆 ∣ 𝐗に該当する．この条件
を満たさない場合は，直接差別 (direct discrimination)や差別的
な取り扱い (disparate treatment)と呼ばれている [Pedreschi 08,
Feldman 15, Zafar 16]．
しかし，𝐗の中に 𝑆 と独立ではない変数は多数存在しうる．

よく知られた事例として，銀行がローンの可否を定めるとき，
アフリカ系住民が多い地区を不利に扱う運用をしていた red-
liningがある．このような結果として不公平になっている場合
を，間接差別 (indirect discrimination) や差別的効果 (disparate
impact)という [Feldman 15]．この不公平を解消するには，条
件なしの独立性 𝑌 ⟂⟂ 𝑆 が成立する必要がある．
特定の条件・文脈が成立するときにのみ差別的かどうかを扱

う場合がある．例えば，ローンの可否を決めるとき，アフリカ系
全般では不公平な扱いはないが，ある特定の市に限れば不公平
がある場合である．このような場合は文脈依存独立性 (context-
specific independence) 𝑌 ⟂⟂ 𝑆 ∣ 𝑋 = 𝑥 で表せる．この種の公
平性規準は，相関ルールを対象に扱われている [Pedreschi 08,
Hajian 13, Hajian 14].
以上の公平性規準は，𝑆 = 0となる個人全体のグループにつ

いて平均的に成立する条件で，グループ公平性 (group fairness)
と呼ばれている．この条件を厳密にし，どの個人についても公
平にするのを個人公平性 (individual fairness)という．グループ
公平性に特徴の写像についてリプシッツ性条件を加えるものや
[Dwork 12]，公平性指標の平均ではなく最大値を制約するもの
[Fukuchi 13]がある．
条件付き独立性 𝑌 ⟂⟂ 𝑆 が成立しなくても，依存している条

件 𝑌 ⟂⟂ 𝑆 ∣ 𝐗(𝐸) によっては公平である場合がある．ここで，
𝐗(𝐸)は非センシティブ特徴𝐗の部分集合である．𝐗(𝐸)は，たと
え間接的に目的変数に影響を与えたとしても，専門家や分析者
が問題ないと判断した要因を表し，説明可能特徴 (explainable
feature)や法的根拠のある属性 (legally-grounded attribute)とい
う [Žliobaitė 11, Calders 13]．例えば，女性の入試の合格率が低
かったとしても，それが合格率の低い医学部を受ける比率が女
性の方が高いためであったとしたら不公平とはいえず，このと
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図 1: 不公平防止手法の分類

き，受験する学部が 𝐗(𝐸) に該当する．また，因果推論の文脈
では 𝐗(𝐸) は交絡因子や合流点に該当し，傾向スコアを導入し
て扱うことができる [Calders 13]．
その他，過去の決定に対して誤り率が偏らないようにとい

う均等機会 (equal opportunity) は形式的には条件付き独立性
𝑌 ⟂⟂ 𝑆 ∣ 𝑌 ′で表される [Hardt 16]．ただし，𝑌 ′，訓練データな
どで観測された過去の判断結果で，場合によっては偏見のある判
断を含む．独立性を弱めて無相関性とする場合 [Zafar 15]，バン
ディットで有意に差がある場合以外は腕を公平に扱う [Joseph 16]
といった規準がある．

3. 公平配慮型データマイニングのタスク
公平配慮型データマイニングの分析タスクは，大きく不公平

発見 (unfairness discovery)と不公平防止 (unfairness prevention)
に分類できる [Ruggieri 10]．不公平発見では，分析結果に不公
平なものが含まれているか，また含まれているとすればその
結果を抽出する．不公平防止とは，不公平な分析結果が生じな
いようにしつつ，クラス分類や回帰といった分析を行う手法で
ある．
不公平発見タスクには，最初にデータマイニングで公平性

の問題を扱った不公平な相関ルールを発見する問題がある
[Pedreschi 08]．与えられたデータ集合から頻出パターンマイ
ニングで結論部が目的変数となる相関ルールを抽出したとき，
目的変数の決定が不公平なものを検出する．監査 (auditing)は，
ある変数の目的変数に与える影響の度合いを測る [Adler 16]．
因果推論などでは変数の依存関係などのモデルが明かだが，こ
の監査では特徴ベクトルを入力として与えその結果のみを観測
できるブラックボックス分類器を仮定する．
不公平防止タスクが扱う分析クラスは，クラス分類

[Calders 10, Kamishima 12b, Kamiran 12a, Hajian 13, Zemel 13,
Feldman 15, Kamiran 10, Fukuchi 14, Zafar 15, Zafar 16]，回帰
[Fukuchi 13, Calders 13]，推薦 [Kamishima 12a, Kamishima 13,
Kamishima 16]などがある．さらに処理の方法に基づいて，前
処理型 (pre-process)，中処理型 (in-process)，および後処理型
(post-process)に分けられる [Ruggieri 10]．図 1は (𝑌 ,𝐗, 𝑆)上
の分布を表す．垂直な平面で表したものは確率分布のモデル分
布の族を表すモデル部分空間，水平な平面は 2.章の規準を満
たす公平部分空間である．公平性制約を満たさない可能性のあ
る aOの分布から得た標本・訓練データから，公平性を満たすモ
デル分布の中で最も近似誤差の小さなbOを見つけることが，不
公平防止タスクの目標である．
前処理型では，aOの訓練データを公平性を満たしつつ歪みが最

小な cOに写像し，その後，通常の分類器などを使って最終モデル

bOを見つける [Kamiran 12a, Hajian 13, Zemel 13, Feldman 15]．
任意の分類器を利用できる利点があるが，分類器についてなん
ら仮定を導入せずに公平部分空間への適切な写像を決めるのに
は困難が伴う．
中 処 理 型 の 手 法 は ， aOの 訓 練 デ ー タ か ら ，最

終 モ デ ル をbOの 目 標 モ デ ル を 直 接 獲 得 す る
[Kamishima 12b, Kamishima 12a, Kamishima 13, Kamishima 16,
Fukuchi 13, Kamiran 10, Fukuchi 14, Zafar 15, Zafar 16,
Calders 10, Kamiran 12b, Kamiran 13, Hardt 16]．この手法は制
約が少ないので，潜在的に最もよい公平性と性能のトレード
オフを達成できる可能性がある．しかし，目的関数の設計や
その最適化には技術的な困難が伴う．
後処理型では，通常の予測器を使って学習して cOのモデルを

獲得し，その後公平性制約を満たすようにそのモデルを修正
して最終モデルbOを得る [Calders 10, Kamiran 12b, Kamiran 13,
Hardt 16]．この方法では，公平な予測結果は非センシティブ特
徴には依存せず，通常の予測モデル cOの予測結果とセンシティ
ブ特徴にのみ依存する紛失性 (oblivious)という仮定 [Hardt 16]
が必要になる．しかし，この仮定により公平な予測結果の設計
は非常に簡潔になる．

4. 近年の公平性関連会議の動向
最後にデータマイニング・機械学習における公平性に関連

した会議の動向についてまとめておく．2013年の人工知能学
会全国大会で公平配慮型データマイニングを紹介したときは，
ICDM2012併設のワークショップ「Discrimination and Privacy-
Aware Data Mining」しか公平性を扱うワークショップは開催さ
れていなかった．その後，NIPS2013や ICML2014では新たに
「Fairness, Accountability, and Transparency in Machine Learning」
のワークショップが続けて開催され，公平配慮型データマイニ
ングに加えて機械学習の説明可能性や透明性を含めた議論が始
まった．2016年にはさらに議論は活発になり NIPS2016では
シンポジウム「Machine Learning and the Law」が，ICDM2016
では新たなワークショップ「Privacy and Discrimination in Data
Mining」が企画された．
その他，KDD2016 ではチュートリアル「Algorithmic Bias:

from Discrimination Discovery to Fairness-aware Data Mining」
[Hajian 16]が開催された．資料も公開されており，この分野を
俯瞰するのによいだろう．今年の KDD2017では差分プライバ
シで著名な Dworkによる基調講演で，この公平性の問題が扱
われる予定とのことである．このように，研究コミュニティも
活発化しており，さらなる研究の進展が期待される．
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